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ÖZET
Kalp hastalıkları birçok farklı sebepten kaynaklanabilen bir sağlık sorunudur. Bunlar arasında kalp damar tıkanıklığı, kan pompalama yetersizliği, oksijen eksikliği gibi durumlar sayılabilir. Kalp hastalıklarının erken tanısı ve türlerinin belirlenmesi, kişilerin yaşam kalitesini arttırmak ve tedavi sürecini kolaylaştırmak için çok önemlidir. Uzmanların karar verme aşamasında ortak ve objektif sonuçlara ulaşabilmeleri için yapay zekâ modellerine olan ihtiyaç giderek artmaktadır. Yapay zekâ alanında makine öğrenmesi teknikleriyle geliştirilen modeller bu amaçla kullanılmaktadır. Bu bitirme tezi çalışmasında da kalp yetmezliği hastalıklarının tanınması ve erken teşhisi için makine öğrenmesi temelli sınıflandırma algoritmaları uygulanmıştır. Bu araştırmada, Kaggle veri tabanından alınan Kalp Yetmezliği veri seti üzerinde Lojistik Regresyon, KNN, Destek Vektör Makineleri, Rastgele Orman, Naive Bayes ve Karar Ağacı makine öğrenmesi algoritmaları uygulanmıştır. 299 hastadan elde edilen verilerden oluşan veri setinde 7 tanesi nümerik, 6 tanesi kategorik olmak üzere 13 öznitelik bulunmaktadır. Eksik verinin bulunmadığı veri setine Min Max normalizasyon yöntemi uygulanmıştır. Algoritmaların performansını değerlendirmek için f1 score, doğruluk(accuracy), kesinlik(precision) ve duyarlılık(recall) gibi metrikler kullanılmıştır. Sonuç olarak, doğruluk değerleri açısından Rastgele Orman ve Destek Vektör Makineleri algoritmalarının en iyi performansı gösteren makine öğrenmesi algoritmaları olduğu görülmüştür.
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ABSTRACT

Heart disease is a health problem that can be caused by many different reasons. These include conditions such as cardiovascular occlusion, insufficiency of blood pumping, and lack of oxygen. Early diagnosis of heart diseases and determining its types are very important to increase the quality of life of people and to facilitate the treatment process. The need for artificial intelligence models is increasing gradually so that experts can reach common and objective results in the decision-making phase. Models developed with machine learning techniques in the field of artificial intelligence are used for this purpose. In this thesis study, machine learning-based classification algorithms were applied for the recognition and early diagnosis of heart failure diseases. In this research, Logistic Regression, KNN, Support Vector Machines, Random Forest, Naive Bayes and Decision Tree machine learning algorithms were applied on the Heart Failure dataset taken from the Kaggle database. In the data set, which consists of data obtained from 299 patients, there are 13 features, 7 of which are numerical and 6 of which are categorical. Min Max normalization method was applied to the data set without missing data. Metrics such as f1 score, accuracy, precision and recall were used to evaluate the performance of the algorithms. As a result, it has been seen that the Random Forest and Support Vector Machines algorithms are the best performing machine learning algorithms in terms of accuracy values.
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GİRİŞ

Dünya genelinde en fazla  insan ölümüne neden olan, yaşam kalitesini düşüren ve sağlık sistemindeki harcamaları yükselten hastalıklar, bulaşıcı olmayan hastalıklardır. Bulaşıcı olmayan hastalıklar sebebiyle 2012 yılında 38 milyon insan hayatını kaybetmiştir. 2030 yılında bu hastalıklar sebebiyle 50 milyondan fazla insanın hayatını kaybedeceği tahmin edilmektedir. Bulaşıcı olmayan hastalıklar arasında 4  hastalık, ölümlerin %82'sinden sorumludur. Kardiyovasküler hastalıklar %37 ölüm oranıyla ilk sırada yer almaktadır. Ardından kanserler (iyi huylu ve kötü huylu tümörler) (%27) diyabet (%24) kronik solunum hastalıkları (%8) ve diğer (%4) hastalıklardan oluşmaktadır (Üner ve ark., 2018).

Kalp rahatsızlıkları ve kardiyovasküler hastalıkların küresel anlamda insanlar için en ölümcül bulaşıcı olmayan hastalıklar olduğu gözlemlenmiştir. 2019 yılında 18 milyondan fazla insanın bu hastalıklar sebebiyle hayatını kaybettiği tahmin edilmektedir (ESC Cardiovasc Risk Collaboration & SCORE2 working group, 2021).
Bu hastalıklar insan ölümüne sebep olmakla sınırlı kalmayıp yaşam standartlarını düşürüp, sakatlıklara(işgöremezlik), sağlık sisteminin hem maliyetini yükseltip hem de verimliliğini düşürmektedir. Bu hastalıklar sağlık sistemini ciddi oranda meşgul edip ve sağlık hizmetlerinden yararlanmada zorluk çıkarmaktadır (Akman ve Civek, 2022).

Ülkemizin nüfus yapısı genç nüfus olmasına rağmen, kardiyovasküler hastalıklar sebebiyle ölümlerin oranı Avrupadan yüksektir. Bu durum kontrol altına alınmadığı takdirde ilerleyen zamanlarda yaşlı nüfusu ile beraber kardiyovasküler hastalıklara bağlı ölüm ve işgörmezlik oranları yükselmesi beklenmektedir (Türkiye Halk Sağlığı Kurumu, 2015).

Türkiye İstatik Kurumu verilerine göre ölüm nedenlerinin dağılımında, Kardiyovasküler hastalıklar son 5 yıldır en yüksek ölüm oranıyla ilk sırada yer almaktadır. Yapılan çalışmalara göre uzun bir süre ilk sırada yer almaya devam edileceği tahmin edilmektedir(Akman ve Civek, 2022).
Kardiyovasküler hastalıklar erken teşhis sayesinde kontrol altına alınabilir. Etkili tedaviler sayesinde mortalite ve sağlık sistemindeki maliyetler önemli ölçüde azaltılabilir.
Bu çalışmada makine öğrenimi  ile kalp yetmezliği riskini, sınıflandırma algoritmaları kullanarak tahminlemeye, en yüksek oranda doğruluk değerini elde etmek amaçlanmıştır. 
Lojistik Regresyon, KNN, Destek Vektör Makineleri, Rastgele Orman, Naive Bayes ve karar ağacı olmak üzere toplamda 6 makine öğrenmesi algoritması üzerinde çalışmalar yapılmıştır.
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Kalp hastalıkları genel olarak kan dolaşımını etkileyen hastalıkların genel adıdır. İnsanlar doğuştan ya da sonradan kalp hastası olabilirler. Kalp yetmezliği de bir kalp hastalığı türüdür. Kalp yetmezliği vücudun gerektiği kanı pompalayamamasıdır. Kalp yetmezliği üç gruba ayrılır bunlar sağ kalp yetmezliği, sol kalp yetmezliği ve konjestij kalp yetmezliğidir. Kalp yetmezliği belirtileri (Bilekyiğit, 2020);
· Kalp çarpıntısı
· Nefes almada zorluk
· Romatizma
· Hazımsızlık
· Terleme 
gibi bir çok belirtisi vardır.

Kalp yetmezliği dünya genelinde ölüm oranın artmaya devam etmektedir. Kalp yetmezliği Avrupa’da 14 milyon, dünya genelinde ise 26 milyon insanın hayatını etkilmektedir (Badik, 2022). Türkiyede ise bu sayı 2 milyonun üzerindedir. Kalp yetmezliği 2012’den 2030’a kadar %46 oranında bir artış beklenmektedir (Osmanoğlu, 2021). Yaş ilerledikçe hastalığa yakalanma oranı artmaktadır. Kadınların erkeklere göre bu hastalığa yakalanma ihtimali düşüktür (Badik, 2022).

Hastalar semptomlara göre New Yok Heart Association (NYHA) evre sınıflandırması aşağıdaki gibi yapılabilir (Badik, 2022):
Evre 1: Fiziksel aktivite konusunda sınırlama yoktur. Dinlenirken rahattır. Sıradan fiziksel aktivite semptom oluşturmaz.
Evre 2: Fiziksel aktivitede hafif sınırlamala vardır. Dinlenirken rahattır. Olağan fiziksel aktivite semptom oluşabilir.
Evre 3: Fiziksel aktivitede belirgin sınırlama vardır. Dinlenirken rahattır. Olağandan daha az fiziksel aktivite semptom oluşabilir.
Evre 4: Fiziksel aktivite sorun yaşamadan fiziksel aktiviteyi südüremezler. Dinlenirken semptomları oluşabilir. 

Kalp hastalığının makine öğrenimi algoritmalarının kullanım amacı hastaların erken teşhisi konusunda yardımcı olmaktadır. Erken teşhisin hayat kurtarma ihtimali geç teşhise oranla daha yüksektir. Bu yüzden bu alanda birçok çalışma bulunmaktadır.
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Makine öğrenimi girilen verileri algoritmalar sayesinde öğrenebilen bir yapay zeka alt dalıdır. Makine öğrenimi algoritmaları öncelikle verileri saklayıp daha sonra o verileri öğrendikten sonra tahminlemesi istenen veriyi girip bir sınıfa ataması yapılmaktadır.  
[bookmark: _Toc135935127] Naive Bayes
Naive Bayes bayes teoremine dayanan bir sınıflandırma algoritmasıdır. Hangi sınıfa ait olduğunu tüm sınıflar için tek tek olasılık hesabı yaptıktan sonra en yüksek değeri hangi sınıftan aldıysa o sınıfa aittir. Naive Bayes verilerin hepsini eşit derecede önemli ve birbirinden bağımsız olarak kabul eder (Solmaz ve ark. 2014). Matematiksel formülü aşağıda gösterilmiştir.
P(C\X)=(P(X\C) P(C))/P(X)
	Bu formül ile bir X örneğinin C sınıfına ait olma olasılığını hesaplamış olur. Tüm sınıflar ile bu formülü kullanarak karşılaştırma yapar ve en yüksek olasılık değerini hangi sınıf alırsa o sınıfa ait olduğu anlaşılmaktadır (Bilekyiğit, 2022).

[bookmark: _Toc135935128] K En Yakın Komşu
KNN algoritması sınıflandırma ve regresyon algoritmasıdır.(Altunkaynak ve	ark.2020)
KNN ait olduğu sınıfı bulmak için ilk olarak k değeri belirlenir. Bu k değeri komşu sayısını temsil eder. Ondan sonra ise öklid mesafe formülü kullanılarak en yakın komşu değerleri sıralanır. En çok tekrar edilen sınıfa ait olduğuna karar verilmiş olur (Serttaş ve ark. 2021).

[image: diyagram içeren bir resim

Açıklama otomatik olarak oluşturuldu]
Şekil 1. Öklid mesafesinin formülü
[bookmark: _Toc135935129] Rastgele Orman
Rastgele orman Leo Breiman tarafından geliştirilmiştir (Ekelik ve ark. 2019). Rastgele orman algoritması regresyon ve sınıflandırma algoritmasıdır.   Rastgele orman birden çok karar ağacı oluşturur ve bunları her karar ağacından geçirir ve tahminleme yapar bu tahminlerin ortalaması alınır ve en sonunda karar ağacı tahmini yapmış olur. Bir çok karar ağacı kullanıldığından daha doğru bir tahmin etme ihtimali yükselmiş olur.
[image: ]

Şekil 2. Rastgele Orman Ağaç Yapısı

Her karar kısmında adından da anlaşılacağı üzere rastgele seçilim yapılır. Ağaçlar arasında korelasyon arttıkça tahmin etme kolaylaşır ve rastgele seçilim yapıldığından aşırı öğrenme sorunu ortadan kalkmış olur (Güven, 2022). 

[bookmark: _Toc135935130] Karar Ağaç 
Karar Ağaçları bir çok alanda risklerin ve seçimlerin görsel olarak modellenmesinde ve bu modelleme sayesinde karar alınmasında oldukça yaygın kullanılan bir yöntemdir (Özkan, 2017). 

Karar ağacı diğer sınıflandırma yöntemlerinden farklı olarak kolay yorumlanabilir ve görsel açıdan destekleyici olmasından dolayı oldukça kolay anlaşılabilir bir algoritmadır (Şahin, 2018)
Bir karar ağacı tıpkı doğal bir ağaç gibi 3 yapıdan; kök dallar ve yapraklardan oluşmaktadır. Bu ağaçtaki niteliklerin her biri bir düğüm ile gösterilmektedir, En baştaki yapı kök, en alttaki sonuncu yapı yaprak ve bunların arasında kalan  yapılara “dal” adı verilmektedir ( Toprak, 2017).

Karar ağacı algoritmasında veriler ile ilgili bir çok sorular sorulup alınan cevaplara göre sonuca ulaşılmaya çalışılmaktadır. Kökten başlayıp yukardan aşağıya,genelden özele olacak şekilde verilerden karar ağaçları oluşturulmaktadır (Toprak, 2017).

[bookmark: _Toc135935131]Destek Vektör Makineleri 
Destek vektör makineleri (SVM), eğitim verilerindeki herhangi bir noktadan en uzak olan iki  sınıf arasında bir karar sınırı bulan vektör uzayı tabanlı makine öğrenimi yöntemidir. SVM amaç olarak yapısal riski en aza indirme ve istatiksel öğrenme teorisine dayanır (Ak, 2021). SVM regresyon gibi bir çok optimizasyon problemlerine uygulanabilir olsa da, klasik problem veri sınıflandırmasıdır. 
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Açıklama otomatik olarak oluşturuldu]
Şekil 3: Destek Vektör Makineleri Yapısı (Bilekyiğit, 2022)
Sınıflandırmadaki asıl amaç gelecek olan verinin hangi tarafta yer alacağına karar vermektir. Sınıflandırma yapmak için sınıfları birbirinden ayıran bir doğru çizilir. Çizilen doğrunun -1 ve +1 arasındaki kısmına margin adı verilir. Sınıflar ne kadar iyi ayrılırsa margin de o kadar geniştir (Topaloğlu, 2014).

[bookmark: _Toc135935132]Lojistik Regresyon
Sınıflandırma algoritması olan lojistik regresyon, elimizdeki bağımsız değişkenlerin sonuç üzerindeki etkilerini hesaplar bunun tahminlemesini gerçekleştirir.(Telli, 2013) 
Lojistik regresyon analizinin temel amacı veriler arasındaki ilişkileri en az maliyetle ve maksümum hızla çalışacak bir model kurmaktır (Tanış, 2016).
Farklı regresyon çalışmalarında kategorik bağımlı değişken 0 ve 1 değerlerini alır ve ikili gösterge değişkeninin temsil eder ve ikili yanıt değişkenleri ikili ölçekte ölçülür (Yavuz, 2021).
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LİTERATÜR
Bilekyiğit, makine öğrenmesi tekniklerini kullanılarak kalp yetmezliği hastlığında erken teşhisi kolaylaştırmak ve yüksek doğru sonuç ile tahminlemeyi amaçlamıştır. UCI’den elde edilen veri setini kullanmıştır(UCI, 2020). KNN, Karar Ağaçları, Naive Bayes, Destek Vektör Makineleri, Rastgele Orman ve Lojistik Regresyon algoritmalarını kullanmıştır. Rasgtele Orman ile elde edilen model %90 ile en iyi performansı vermiştir (Bilekyiğit, 2020).

Badik, makine öğrenmesi tekniklerini kullanarak en başarılı sonucu bulup kalp yetmezliğine sahip hastaların tedavilerine yardımcı olmayı amaçlamıştır. Veri seti Faisalabad-Pakistan Kardiyoloji Enstitüsü ve Alled Hastanesine başvuran 299 hastadan oluşmaktadır. KNN, Karar Ağacı, Naive Bayes, Destek Vektör Makinleri, Rastgele Orman, Lojistik Regresyon, Yapay Sinir Ağı, Gradient Boosting, XGBoost ve CatBoost algoritmalarını kullanmıştır. En başarılı sonucu %88 doğruluk oranı ile CatBoost algoritması vermiştir (Badik, 2022).

Osmanoğlu, makine öğrenmesi tekniklerini uygulayarak sağlık alanında hatanın ölümle sonuçlanma ihtimalini göze alarak hastanın teşhisinde yapılabilecek hatayı minimize etmeyi etmeyi amaçlamıştır.  Yapay Sinir Ağı, Destek Vektör Makineleri, Naive Bayes, KNN, Lojistik Regresyon, Karar Ağaçları ve Rastgele Orman algoritmalarından faydalanmıştır. En doğru sonucu %85 doğruluk oranı ile Rastgele Orman algoritması vermiştir (Osmanoğlu, 2021).

Bu çalışma deneysel bir çalışmadır. Destek Vektör Makineleri, Lojistik Regresyon, Karar Ağacı, KNN, Lineer Diskriminant Analizi ve Naive Bayes algoritması kullanılmıştır. En yüksek doğruluk oranını %83 ile Destek Vektör Makineleri algoritması vermiştir (Gürfidan ve Ersoy, 2021).

Hastalıkların birbirleriyle olan ilişkilerini incelemek ve veriler üzerinde çalışarak tespitlerde bulunmanın sağlık sektörünü olumsuz etkilediği gözlemlenmiştir. Çok fazla zaman harcanıp ve maliyetler oldukça yüksek. Günümüz dünyasında kardiyovasküler hastalıklar ölüm nedenlerinin başında gelmektedir. Yapılan bir araştırmaya göre Avustralya, kanada, ABD, İngiltere gibi gelişmiş ülkelerde ortalama her 4 ölümden birinin nedeni kalp rahatsızlıklarıdır. Dolayısıyla bu problemlere makine öğrenimi tahminleme algoritmalarını kullanarak çözüm bulmayı amaçlanmışlardır. Çalışmalarının sonucunda hasta kişinin kalp rahatsızlığın olup olmadığını tahminleyen bir sınıflandırıcı ortaya koymak istemişlerdir.
Araştırmalarında lojistik regresyon, KNN, Karar ağacı, Rastgele orman, Ada Boost gibi çeşitli makine öğrenimi algoritmaları ile veriyi eğittikten sonra rastgele orman 0,96'lık bir geri çağırma oranı vermiştir. Bunun üzerine Grid Search CV kullanılarak hiper parametre ayarlaması yapıldıktan sonra %99 oranında bir doğruluk oranı elde etmişlerdir. Sonuç olarak bu çalışmanın sağlık sektöründe oldukça faydalı olacağı ve bu tür çalışmaların daha da yaygınlaşması gerektiği ve yaygınlaşacağını belirtmişlerdir (Anand & ark., 2021)

Kardiyovasküler hastalıklar günümüzde dünya çapında 1 numaralı ölüm nedeni haline gelmiştir. Sadece 2016 yılında 17.9 milyon insanın hayatını kalp, kan damar bozuklukları nedeniyle kaybettiği tahmin edilmektedir. Bu makalede makine öğrenimi ile sağlık hizmetlerine katkı sağlamaya yönelik araştırma yapılmıştır. Bu çalışma sayesinde klinik veriler üzerinde yapılan analizler sonucunda bir hastanın kalp rahatsızlığı riski tahminlenmiştir. Çalışmalarında sadece rastgele orman sınıflandırma algoritmasını tercih etmişlerdir. Güvenilir bir sonuç elde etmek için 10 kat çapraz doğrulama kullanmışlardır. Çalışmada confusion matrix (hata matrisi) kullanmışlardır kısaca bahsetmek gerekirse TP=doğru tahmin kişi hasta, FN=yanlış tahmin kişi hasta, FP=kişi hasta değil yanlış tahmin ve TN=kişi hasta değil doğru tahmin.
Makalede Cleveland veri seti kullanılmıştır. Toplamada 303 hastanın verileri ile çalışmışlardır. En genç hasta 29 en yaşlı 77 yaşındadır. Hastaların %68'i erkek %32'si kadındır. Tüm hastaların %54'ünde kalp rahatsızlığı vardır ve %46'sında kalp rahatsızlığı yoktur. Çalışmada 10 kat çapraz doğrulama kullanılarak Rastgele Orman algoritması ile ortalama %84.448 doğruluk oranı elde edilmiştir. Bunun yanında 10 kat çapraz doğrulama kullanılmadan da veri test edilmiştir. Rastgele orman ile %75 eğitim %25 test verisi olacak şekilde çalıştırıldığında %82.895 doğruluk oranı elde edilmiştir. Böylelikle 10 kat çapraz doğrulamanın daha verimli olduğu ve doğruluk oranını %1.553 kadar yükselttiği gözlemlenmiş ve sonraki çalışmalar için önerilmiştir. Sonuç olarak Rastgele Orman algoritması kalp rahatsızlığı sınıflandırmasında oldukça başarılı performans göstermiştir (Buettner & Schunter, 2019).

Araştırmalarında günümüz dünyasında en ciddi ölüm nedenlerinden birinin kalp rahatsızlığı olduğunu belirtmişlerdir. Yıllar içerisinde Makine Öğrenimi algoritmaları kullanılarak yapılan çalışmaların sağlık sektöründe oldukça verimli olduğu gözlemlenmiştir. Çalışmalarında diyabet tanısı olan hastaların verileri üzerinde analiz yapılarak kalp rahatsızlığına yakalanma riskini tahminlemişlerdir. Diyabet hastalarının kalp rahatsızlığına karşı önlem alabilmesi için bu çalışmaya ihtiyaç duyulmuştur. Erken teşhis sayesinde bir çok hastanın hayatı kurtarılabiir ve hastane maliyetleri düşürülebilir. Araştırmalarında ; Karar Ağacı (DT), Destek Vektör Makineleri (SVM), Rastgele Orman (RF), Naive Bayes (NB) ve K en yakında komşu (KNN) algoritmalarını kullanmışlardır. Veri seti olarak en yaygın kullanılan Cleveland veri setini kullanmışlardır (Mohan & ark., 2019).

Çalışmalarında kalp rahatsızlıklarının dünyanın en kritik hastalıklarından olduğunu ve erken teşhis sayesinde kalp rahatsızlıklarının tedavisi için oldukça önemli olduğunu belirtmişlerdir. Kalp hastalığını teşhis etmek için 7 makine öğrenimi algoritması kullanmışlardır. Bunlar ; Destek Vektör Makineleri (SVM), K en yakın komşu (KNN), Yapay Sinir Ağları (ANN), Karar ağacı (DT), Lojistik Regresyon(LR), Naive Bayes(NB) ve Rastgele Orman (RF) algoritmalarıdır. Veri seti olarak UCI(California Irvine) veri madenciliği deposundan Cleveland veri setini kullanmışlardır. Cleveland veri seti bir çok araştırmacı tarafından kullanılmaktadır. Veri seti 303 hastadan alınan verilerle oluşturulmuştur. Sınıflandırma algoritmalarını çalıştırırken 10 kat çapraz doğrulama kullanılmıştır (Haq & ark., 2018).

Çalışmalarında kalp rahatlığı ile ilgili araştırma ve farklı sınıflandırma algoritmalarını karşılaştırmayı amaçlamışlardır. Kalp rahatsızlığı için Cleveland veri seti kullanılmıştır. Bu verinin içerisinde 303 örnek vardır. Sistemin güvenirliği için 10 kat çapraz doğrulama kullanılmıştır. Bu çalışmada sınıflandırma algoritmaları arasından ;Karar Ağacı(DT), Naive Bayes (NB), Çok katmanlı Algılayıcı (MLP), K en yakın komşu (KNN), Tekli birleştirme kuralı öğreticisi(SCRL), Radyal Tabanlı Fonksiyon (RBF) ve Destek Vektör Makineleri (SVM) kullanılmıştır. Araştırmalarında keşfedilecek en doğru makine öğrenimi tekniğiyle diyabet hastalarının kalp rahatsızlığına yakalanma riskini önceden tahminleyip ölüm oranlarını ve sağlık sistemindeki maliyetleri en aza indirmeyi amaçlamışlardır. Çalışmalarında Cleveland veri setini kullanmışlardır. Veri seti UCI üzerinden ücretsiz bir şekilde elde edilebilmektedir. Bu araştırmada olabildiğince çok sınıflandırma algoritmasını deneyerek kullanılan tekniklerin karşılaştırılması ve en uygun kombinasyonun bulunması hedeflenmiştir. DT, NB, MLP, RBF, SCRL, KNN, ve SVM olmak üzere toplam 7 tane sınıflandırma algoritması kullanılmıştır. Her yöntemin performansını tahmin etmek için 10 kat çapraz doğrulama kullanılmıştır. Bunun yanı sıra KNN sınıflandırıcısı için K değeri 1,3,9 ve 15 olmak üzere deneyler yapılmıştır. Bu deneyler sonucunda en iyi performansın 9 değeri olduğu gözlemlenmiştir. Biz de çalışmamız ile karşılaştırırken bu değeri baz aldık. Sınıflandırma algoritmalarını kullanırken iyileştirme yapmak için ; Torbalama, Güçlendirme ve İstifleme teknikleri kullanılmıştır. Deneysel sonuçlara göre karar ağacı %77.55 doğruluk oranı vermiştir. Torbalama tekniğiyle beraber bu oran %78.54'e yükselmiştir. SCRL %69.96'dan %80.52'e yükselmiştir. Güçlendirme tekniğiyle karar ağacı doğruluğu %77.55'ten %82.17'e ve SCRL %69.96'dan %81.18'e yükselmiştir. İstifleme tekniği ile beraber SVM ve MLP en iyi doğruluk oranını %84,15 ile göstermiştir (Pouriyeh & ark., 2017)

Çalışmalarında Veri Madenciliği ve sınıflandırma algoritmalarını tıbbi alanda elde edilen veriler üzerinde analiz yapılması için kullanılması ve tıbbi değişkenler arasında nasıl ilişkiler olduğunu araştırmak için yapılmıştır. Araştırmalarında diyabet hastalarından elde edilen verileri kullanarak, bu hastaların bir kalp rahatsızlığına yakalanma riskini tahminlemişlerdir. 2011 yılında elde edilen istatistiklere göre dünya genelinde 366 milyon kişi diyabet hastasıdır. Tahminlere göre bu sayının 2030 yılına kadar yaklaşık 552 milyona ulaşacağı tahmin edilmektedir. Kalp hastalıkları ise son 10 yılda dünya çapında başta gelen ölüm nedenlerinden biridir. Tıbbi literatürde diyabet veya kalp hastalığını teşhis etmek için bir kaç güvenilir yöntem vardır. Bu yöntemler çok maliyetli ve uzun zaman aldığı için sağlık sektörünü olumsuz etkilemektedir. Çalışmalarında diyabet hastalarının kalp rahatsızlığına yakalanmaması  ve erken teşhis hastalığın önlenebilmesi amaçlanmıştır. Araştırmalarında  Naive Bayes (NB) ve Destek Vektör Makineleri (SVM) sınıflandırma algoritmaları kullanılmıştır. Çalışmalarında 10 kat çapraz doğrulama kullanılmıştır. Naive Bayes ile çalışırken weka kullanılmış ve java ile yazılmıştır. Naive Bayes yönteminde girdi örneklerinin %74ünü doğru bir şekilde sınıflandırdığını gözlemlemişlerdir. Destek vektör makineleri sınıflandırma algoritmasını kullanırken 500 diyabetik hastanın verileri üzerinde çalışmışlardır. Hastalardan 142'si kalp rahatsızlıklarına karşı hassas, kalan 352'si daha az hassas olan hastalarla ilgiliydi. Deneyleri sonucunda %94.60 ile en iyi doğruluğu bulmuşlardır (Parthiban & Srivatsa, 2012).
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[bookmark: _Toc135935134]YÖNTEM VE MATERYAL
[bookmark: _Toc135935135]Veri Seti
Çalışma kapsamında kullandığımız kalp yetmezliği veri setini kaggle sitesinden elde ettik. Veri seti 299 satır ve 13 sütundan oluşmaktadır. 
	Öznitelik
	Öznitelik Açıklaması
	Türü
	Açıklama

	Age
	Hastanın Yaşı
	Numerik
	Kişilerin yaşları

	Anaemia
	Kansızlık 
	Kategorik
	0 = Hayır , 1 = Evet

	Creatinine_phosphokinase
	Kreatin Fosfokinaz
	Numerik
	Kandaki CPK enzim seviyesi

	Diabetes
	Diyabet
	Kategorik
	0 = Hayır , 1 = Evet

	Ejection_fraction
	Kan Pompalama
	Numerik
	Kalpten çıkan kanın yüzdesi

	High_blood_pressure
	Yüksek Tansiyon
	Kategorik
	0 = Hayır , 1 = Evet

	Platelets
	Trombosit
	Numerik
	Kandaki trombosit miktarı

	Serum_creatinine
	Serum Kreatin
	Numerik
	Kandaki serum kreatin düzeyi

	Serum_sodium
	Serum Sodyum
	Numerik
	Kandaki serum sodyum düzeyi

	Sex
	Cinsiyet
	Kategorik
	0 = Kadın , 1 = Erkek

	Smoking
	Sigara İçme
	Kategorik
	0 = Hayır , 1 = Evet

	Time
	Zaman
	Numerik
	Hastanın takip süresi

	Death_event
	Vefat Olayı
	Kategorik
	0 = Hayır , 1 = Evet


Çizelge 1. Verilerin öznitelik bilgisi.
Çizelge 1’de özniteliklerin ayrıntılı açıklamaları yer almaktadır. Kalp yetmezliği veri setindeki  13 özniteliğin 7 tanesi numerik 6 tanesi kategorik değişkendir. 12 tanesi bağımsız değişken, vefat olayı ise bağımlı değişkendir. 

Çizelge 2’de kalp yetmezliği veri setine ait ilk 5 hastanın özniteliklerine ait kayıtlar yer almaktadır.
	
	Yaş
	Anemi 
	Kreatin fosfokinaz
	Diyabet 
	Ejeksiyon fraksiyonu
	Yüksek Kan Basıncı
	Trombosit
	Serum kreatinin
	Serum sodyum
	Cinsiyet
	Sigara içme
	Süre
	Vefat durumu

	0
	75,00
	0
	582
	0
	20
	1
	265000
	1,9
	130
	1
	0
	4
	1

	1
	55,00
	0
	7861
	0
	38
	0
	263358
	1,1
	136
	1
	0
	6
	1

	2
	65,00
	0
	146
	0
	20
	0
	162000
	1,3
	129
	1
	1
	7
	1

	3
	50,00
	1
	111
	0
	20
	0
	210000
	1,9
	137
	1
	0
	7
	1

	4
	65,00
	1
	160
	1
	20
	0
	327000
	2,7
	116
	0
	0
	8
	1



Çizelge 2. Veri setine ait ilk 5 hastanın özniteliklerine ait sonuçları.



[bookmark: _Toc135935136]Veri Ön İşleme
Veri ön işleme verileri maksimum düzeyde fayda sağlamak amacıyla kullanılır. Böylece yapılan tahminlerin doğruluk oranlarını arttırma ihtimalimiz artmaktadır. Veri setindeki veriler eksik, tutarsız olabil. Ön işleme adımları uygulanarak veri setindeki değerler daha doğru hale gelmektedir (Bilekyiğit, 2020). 

[bookmark: _Toc135935137]Eksik Verilerin Bulunması
Veri setlerinin büyüklüğü arttıkça eksik veri olma olasılığı artmaktadır. Veri setlerinde eksik verileri doldurmak ya da çıkartmak önem arz etmektedir. Kalp yetmezliği veri setinde eksik veri olmadığı gözlenmiştir. 

[bookmark: _Toc135935138]Normalizasyon 
Veri setlerine normalizasyon uygulanmasının amacı bazı değerler aykırı olabilmektedir.  Min max normalizasyonu uygulayarak bu değerleri 0-1 aralığına indirgemiş olmaktadır. Böylece aykırı değerleri ortadan kaldırıp doğruluk oranını arttırbilmekteyiz(Bilekyiğit, 2022). Kalp yetmezliği veri setine normalizasyon uygulaması sonrası sonuçları Çizelge 3’te yer almaktadır.
 
	
	Yaş
	Anemi 
	Kreatin fosfokinaz
	Diyabet 
	Ejeksiyon fraksiyonu
	Yüksek Kan Basıncı
	Trombosit
	Serum kreatinin
	Serum sodyum
	Cinsiyet
	Sigara içme
	Süre
	Vefat durumu

	0
	0,64
	0,00
	0,07
	0,00
	0,09
	1,00
	0,29
	0,16
	0,49
	1,00
	0,00
	0,00
	1,00

	1
	0,27
	0,00
	1,00
	0,00
	0,36
	0,00
	0,29
	0,07
	0,66
	1,00
	0,00
	0,01
	1,00

	2
	0,45
	0,00
	0,02
	0,00
	0,09
	0,00
	0,17
	0,09
	0,46
	1,00
	1,00
	0,01
	1,00

	3
	0,18
	1,00
	0,01
	0,00
	0,09
	0,00
	0,22
	0,16
	0,69
	1,00
	0,00
	0,01
	1,00

	4
	0,45
	1,00
	0,02
	1,00
	0,09
	0,00
	0,37
	0,25
	0,09
	0,00
	0,00
	0,01
	1,00


Çizelge 3. Normalizasyon uygulaması sonuçları.

[bookmark: _Toc135935139]Öznitelik Seçimi 
Veri setlerinde ön işlemenin en önemli adımlarından bir diğeri öznitelik seçimidir. Öznitelik seçimi sonucu doğrudan etkileyebilir. Birçok öznitelik seçimi algoritmaları vardır. Ben korelasyon matrisi algoritmasını uyguladım. Korelasyon matrisi verilerin birbirleri ile ne kadar ilişkili olduğunu göstermektedir. Korelasyon matrisi sonuçları Şekil 4’te yer almaktadır. Elde edilen sonuçlara göre en önemli 5 öznitelik yaş, ejeksiyon_ fraksiyonu, serum_kratinin, serum_sodyum ve zaman şeklinde görülmektedir.
[image: metin, diyagram, kare içeren bir resim

Açıklama otomatik olarak oluşturuldu]
Şekil 4: Korelasyon Matrisi Sonuçları






[bookmark: _Toc135935140]BULGULAR
Kullanılan veri setini doğru kullanmak için  veri türlerini bilmemiz makine öğrenimi için önemlidir. Aşağıda Çizelge 4’te veri türlerini görmekteyiz.
	age
	float64

	anaeima
	int64

	creatinine_phosphokinase
	int64

	diabetes
	int64

	ejection_fraction
	int64

	high_blood_pressure
	int64

	platelets
	float64

	serum_creatinine
	float64

	serum_sodium
	int64

	sex
	int64

	smoking
	int64

	time
	int64

	DEATH_EVENT
	int64


Çizelge 4: Veri Türleri
13 özniteliğin Çizelge 4’te görüldüğü üzere 3 tanesi float64 ve 13 tanesi ise int64 tipinde veri türleridir.
Çizelge 5’te kalp yetmezliği veri setine ait kayıt sayısı, minimum, maksimum standart sapması ve ortalama değer gibi istatistik bilgileri verilmektedir.
	
	count
	mean
	std
	min 
	25%
	50%
	75%
	100%

	age
	299,0
	60,8
	11,9
	40,0
	51,0
	60,0
	70,0
	95,0

	anaemia
	299,0
	0,4
	0,5
	0,0
	0,0
	0,0
	1,0
	1,0

	creatinine_phosphokinase
	299,0
	581,8
	970,3
	23,0
	116,5
	250,0
	582,0
	7861,0

	diabetes
	299,0
	0,4
	0,5
	0,0
	0,0
	0,0
	1,0
	1,0

	ejection_fraction
	299,0
	3,1
	1,8
	14,0
	30,0
	38,0
	45,0
	80,0

	high_blood_pressure
	299,0
	0,4
	0,5
	0,0
	0,0
	0,0
	1,0
	1,0

	platelets
	299,0
	263358,0
	97804,2
	25100,0
	212500,0
	262000,0
	303500,0
	850000,0

	serum_creatinine
	299,0
	1,4
	1,0
	0,5
	0,9
	1,1
	1,4
	9,4

	serum_sodium
	299,0
	136,6
	4,4
	113,0
	134,0
	137,0
	140,0
	148,0

	sex
	299,0
	0,6
	0,5
	0,0
	0,0
	1,0
	1,0
	1,0

	smoking
	299,0
	0,3
	0,5
	0,0
	0,0
	0,0
	1,0
	1,0

	time
	299,0
	130,3
	77,6
	4,0
	73,0
	115,0
	203,0
	285,0

	DEATH_EVENT
	299.0
	0,3
	0,5
	0,0
	0,0
	0,0
	1,0
	1,0


Çizelge 5: Özniteliklerin İstatistik Verileri

Kalp yetmezliği veri setine ait özniteliklerin ölüm durumuna göre aykırılıkları aşağıda verilmiştir.

[image: metin, noel ağacı, ekran görüntüsü, diyagram içeren bir resim

Açıklama otomatik olarak oluşturuldu]
Şekil 5: Yatış Sayısının Ölüm Durumuna Göre Aykırılık Değerleri
Bu grafikte yaş ve ölüm durumu verileri karşılaştırılmaktadır. Yatış sayısı arttıkça ölüm durumunun azaldığını görmekteyiz.

[image: ekran görüntüsü, metin, diyagram, çizgi içeren bir resim

Açıklama otomatik olarak oluşturuldu]
Şekil 6: Ejeksiyon Fraksiyonun Ölüm Durumuna Gore Aykırılık Değerleri
Bu grafikte ejeksiyon miktarı yükseldikçe ölüm olayının azaldığını görmekteyiz.


[image: ]
Şekil 7: Seruum Kreatinin Ölüm Durumuna Göre Aykırılık Değerleri
Serum kreatin düzeyinin yükselmesi ölüm durumunu arttırmaktadır. 

[image: ]
Şekil 8: Serum Sodyumun Ölüm Durumuna Göre Aykırılık Değerleri
Bu grafikte serum sodyum seviyesinin yüksek olması ölüm durumunu azda olsa etkili olduğu görülmektedir.  


[image: diyagram, ekran görüntüsü, metin, çizgi içeren bir resim

Açıklama otomatik olarak oluşturuldu]
Şekil 9: Yaşın Ölüm Durumuna Göre Aykırılık Değerleri
Bu grafikte 60-75 yaş aralığında diğer yaşlara oranla ölüm durumunun yüksek olduğu görülmektedir. 

Bu çaşmada kullanılan Kalp Yetmezliği Veri Setinin performans ölçümü   doğruluk, f1 score, kesinlik ve duyarlılık ile yapılmıştır. Sonuçları Çizelge 6’da yer almaktadır.
	
	LR
	KNN
	DVM
	RF
	NB
	DT

	Doğruluk
	0,90
	0,78
	0,93
	0,90
	0,85
	0,85

	F1 Score
	0,93
	0,86
	0,95
	0,93
	0,90
	0,89

	Kesinlik
	0,92
	0,81
	0,93
	0,93
	0,85
	0,93

	Duyarlılık
	0,98
	0,91
	0,98
	0,93
	0,95
	0,86


Çizelge 6: Kalp Yetmezliği Veri setinin Analiz Sonuçları
	Çizelge 6’da gösterilen sonuçlara göre en başarılı sonucu %93 doğruluk oranı ile Destek Vektör Makinesi algoritması vermektedir. En düşük sonucu ise %78 doğruluk oranı ile KNN algoritması vermektedir.




[bookmark: _Toc135935141]SONUÇ VE DEĞERLENDİRME

Bu çalışmada kullanılan Kalp Yetmezliği veri setinin analiz edildiği diğer çalışmaların ve bu çalışmanın doğruluk oranları aşağıdaki tabloda verilmiştir.		
	Çalışma Adı
	KNN
	DT
	NB
	DVM
	RF
	LR
	ANN
	Gboost
	XGBoost
	CatBoost
	RBF
	SCRL

	Pouriyeh & ark. (2017)
	0,83
	0,78
	0,83
	0,84
	-
	-
	-
	-
	-
	-
	0,84
	0,70

	Haq & ark. (2018)
	0,85
	0,84
	0,83
	0,88
	0,83
	0,87
	-
	-
	-
	-
	-
	-

	Osmanoğlu (2021)
	0,8
	0,79
	0,83
	0,85
	0,85
	0,79
	0,84
	-
	-
	-
	-
	-

	Gürfidan ve Ersoy (2021)
	0,73
	0,73
	0,78
	0,83
	-
	0,82
	-
	-
	-
	-
	-
	-

	Badik (2022)
	0,78
	0,81
	0,72
	0,79
	0,85
	0,78
	0,78
	0,85
	0,86
	0,88
	-
	-

	Bilekyiğit (2022)
	0,87
	0,87
	0,85
	0,86
	0,90
	0,85
	-
	-
	-
	-
	-
	-

	Bu Çalışma
	0,78
	0,85
	0,85
	0,93
	0,90
	0,90
	-
	-
	-
	-
	-
	-


Çizelge 7. Veri setinin doğruluk oranları

Bitirme tezinde dünyada ve ülkemizde, bulaşıcı olmayan hastalıklar arasında en çok can kaybına ve mali zarara neden olan kalp hastalıklarının bir türü olan kalp yetmezliği üzerinde çalışma yapılmıştır. Kalp yetmezliğini önceden tahminleyecek ve erken teşhis sayesinde can ve mali kaybı düşerecek model oluşturmak amaçlandı. Çalışmada, Python yazılımı ile Lojistik Regresyon, KNN, Destek Vektör Makineleri, Naive Bayes, Rastgele Orman ve Karar Ağacı olmak üzere 6 adet sınıflandırma algoritması kullanılmıştır. Öncelikle veri ön işleme teknikleri uygulanmıştır. Eksik veri kontrolü yapıldıktan sonra normalizasyon uygulanmıştır. Son olarak korelasyon matrisi ile öznitelik seçimi yapılmıştır. Yapılan çalışmada performans ölçümü olarak f1 score, duyarlılık, kesinlik ve doğruluk değerleri kullanılmıştır. Sonuç olarak diğer çalışmalara ve algoritmalara kıyasla en iyi sonucu %93 ile Destek Vektör Makinesi algoritması vermiştir. 
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